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(3)BioMIT.org. Universidad Politécnica de Valencia. Calle Valentina Tereshkova, Valencia, España

Resumen—According to the OMS, the highest rate of death
among non-communicable diseases is caused by cardiovascular
disorders (CVDs), killing approximately 18 million people yearly.
Early detection of arrhythmias or CVDs is critical. For this
reason, new portable acquisition devices have made it possible
the recording of electrocardiograms (ECGs) for extended periods
of time. This is the most common method for identifying
arrhythmias with a random nature. However, the acquisition
environment may cause distortions or even destroy the ECG
recordings, making difficult to diagnose CVDs accurately. As a
result, the evaluation of the ECG signal quality is required.
The suggested method is based on feature and meta-feature
extraction capabilities from 5-second ECG segments, allowing
machine learning classifiers to identify between ECG segments of
high and low-quality. Results showed that the utilization of meta-
features increases the accuracy of the methodology, compared
with the utilization of the original hand-crafted feature set.

I. INTRODUCCIÓN

Estudios recientes publicados por la OMS detallan que
las enfermedades cardiovasculares (ECV) son las que más
muertes provocan en el mundo, ocupando el primer lugar
entre las enfermedades no contagiosas más comunes, siendo
las causantes a unos 18 millones de muertes al año [1].
Para determinar el tipo de ECV que sufren los pacientes, se
analizan los ritmos irregulares o arritmias en cada individuo.
Entre ellas, la fibrilación auricular (FA) y las contracciones
prematuras (auriculares o ventriculares) son algunas de las
más frecuentes. Se ha demostrado que existe un riesgo aso-
ciado de sufrir FA e insuficiencia cardı́aca al aumentar la
frecuencia de latidos prematuros [2]. Sin embargo, el uso
de técnicas de monitorización tradicionales, por ejemplo, el
electrocardiograma (ECG) en reposo, puede no ser suficiente
para diagnosticar varias arritmias como la FA o los latidos
prematuros, debido a su naturaleza aleatoria y asintomática
con episodios de muy corta duración [3]. Por lo tanto, están
surgiendo nuevas técnicas que abordan esta problemática
utilizando novedosos dispositivos de adquisición de ECG
portátiles o vestibles, capaces de realizar una monitorización
continua capturando registros de ECG a largo plazo con una
duración de varias semanas o incluso meses.

Sin embargo, monitorizar un paciente de forma continuada
puede suponer un problema a la hora de analizar las señales
de ECG obtenidas, que presentarán interferencias por ruido.

Por un lado, las actividades diarias del paciente bajo estudio
y el entorno en el que se mueva afectan en gran medida a
la calidad de las señales registradas, además, son comunes
los artefactos de movimiento o la pérdida de contacto del
electrodo con la piel. Por otro lado, existen ruidos inherentes
a los sistemas de adquisición de ECG, como las interferencias
de la red eléctrica, la lı́nea de base o el ruido muscular de alta
frecuencia [4]. Estos tipos de ruido son comunes, existen tra-
bajos previos que proponen algoritmos con el fin de reducirlo
o eliminarlo. Sin embargo, el rendimiento de estos trabajos
no es eficaz debido a que los componentes temporales y de
frecuencia presentes en las distintas perturbaciones se mezclan
con la señal de ECG [5]. Ası́ pues, es necesario diseñar
sistemas de identificación automática capaces de analizar los
diferentes intervalos de ECG, discriminando entre tramos con
calidad suficiente para ser analizados y descartando aquellos
segmentos sin calidad necesaria para ser diagnosticados o
interpretados.

No es la primera vez que se aborda este problema desde
un punto de vista cientı́fico. Los algoritmos tradicionales
empleados para clasificar los distintos segmentos de ECG
de alta y baja calidad estaban basados en técnicas clási-
cas de procesamiento de señales, es decir, es necesaria la
detección de puntos fiduciales o eventos morfológicos [5],
[6]. El principal problema es la alta dependencia de estos
trabajos en algoritmos previos, como los detectores de picos
R. Esto podrı́a interferir en análisis posteriores, ya que los
errores de los detectores pueden arrastrarse. Además, este
problema es todavı́a peor en el caso de la presencia de
ruido severo, ya que disminuye el rendimiento de forma
considerable [7]. Sin embargo, a diferencia de las técnicas
tradicionales, en los últimos años se ha observado un gran
crecimiento en el número de trabajos que utilizan algoritmos
de inteligencia artificial para evaluar la calidad de la señal
ECG, especialmente métodos basados en aprendizaje máquina
(ML) y aprendizaje profundo (DL) [8]. Entre los métodos de
DL, las Redes Neuronales Convolucionales (CNNs) son la
opción más utilizada debido a la alta capacidad demostrada
para tratar directamente con segmentos de ECG [9]–[11].
El principal problema que presentan las CNN son los altos
requerimientos computacionales y de tiempo.



Además, la mayorı́a de los trabajos previos descritos en la
literatura no han sometido a los algoritmos a pruebas exhaus-
tivas, validándolos con señales de ECG adquiridas de sujetos
sanos, sin considerar escenarios más realistas en los que el
ritmo sinusal normal (RSN), los latidos prematuros o la FA
están presentes de manera conjunta [12]. Igualmente, muchos
de estos enfoques suelen utilizar la misma base de datos para
realizar el entrenamiento, la validación y el testeo, por lo que
los resultados no son extrapolables a otras bases de datos
obtenidas con sistemas de adquisición diferentes o con distinta
morfologı́a. Por lo tanto, este trabajo presenta un algoritmo
novedoso que utiliza métodos ML extrayendo caracterı́sticas
y meta-caracterı́sticas obtenidas de los segmentos de ECG,
para discernir entre alta y baja calidad. También se ha tenido
en cuenta que NSR, FA y otros ritmos (OR) están presentes
en la señal de ECG de manera conjunta.

II. MATERIALES

La complejidad del problema descrito requiere una metodo-
logı́a exhaustiva de entrenamiento y testeo. Por este motivo, se
utilizaron dos conjuntos de datos diferentes con morfologı́as
muy dispares. Para el entrenamiento se utilizó una base de
datos propia (BDP) adquirida a partir de dispositivos portátiles
con una duración variable entre 1 y 2 horas. Hay que destacar
que este set se adquirió de pacientes sanos y con patologı́as,
en los que además de RSN, están presentes otros ritmos
como FA. El dispositivo seleccionado fue un Holter vestible
marca Nuubo™ con una frecuencia de muestreo de 250 Hz
y 12 bits de resolución y un rango dinámico de ±5 mV.
Todos los registros de ECG fueron etiquetados de manera
independiente por dos clı́nicos siguiendo el mismo criterio:
un segmento de ECG se considera de alta calidad si todos los
picos R presentados se distinguen claramente, de lo contrario
se etiquetan como baja calidad.

La segunda base de datos utilizada para testear el al-
goritmo propuesto pertenece al PhysioNet/CinC Challenge
2017 (PC2017DB) [13]. Este set de datos está muestreado
a una frecuencia de 300 Hz con una resolución de 16 bits.
Las etiquetas disponibles están divididas en cuatro grupos
diferentes, es decir, FA, RSN, OR y segmentos ruidosos.
El principal problema que presenta es el gran desequilibrio
existente entre los distintos grupos. Para solucionarlo, se creó
un subconjunto en el que se equilibraban los grupos de alta
y baja calidad. Por último, ambos conjuntos de datos se
dividieron en extractos de ECG de 5 segundos de duración,
obteniéndose un total de 20.000 y 2.000 intervalos de ECG
de 5 segundos de duración para el entrenamiento y el testeo,
respectivamente. Cabe destacar que los grupos RSN, FA y OR
pertenecen a la clase de alta calidad.

III. METODOLOGÍA

El procedimiento propuesto para clasificar los diferentes
segmentos de ECG de alta y baja calidad se basa en la
extracción manual de caracterı́sticas siguiendo las directrices
publicadas por Albaba et al. [14], en la que se obtienen varios
ı́ndices de calidad de la señal. Partiendo de estos datos, se
calcularon todos los grupos posibles de meta-caracterı́sticas
detalladas en [15], que fueron utilizadas como entrada del
clasificador ML. Además, se evaluó la importancia de cada
una de las meta-caracterı́sticas para optimizar el método.

A. Extracción de caracterı́sticas
En primer lugar se aplicó un preprocesamiento tradicional

a la señal de ECG como paso previo a la extracción manual
de caracterı́sticas. Ası́ pues, se homogeneizó la frecuencia de
muestreo a 256 Hz ya que se considera aceptable para las
aplicaciones propuestas [14]. Además, se aplico un filtrado
usando un filtro paso banda tipo Butterworth de tercer orden
y fase cero con frecuencias de corte de 0,5 Hz y 40 Hz.

En la publicación de Albaba et al. [14] tomada como
referencia, se proponen tres métodos diferentes para extraer
los ı́ndices de calidad de la señal de ECG. Tras la imple-
mentación de todos los modelos, los mejores resultados se
obtuvieron con un subconjunto compuesto por siete ı́ndices de
calidad. En primer lugar, cuatro caracterı́sticas pertenecientes
al análisis de la transformada rápida de Fourier, los cuales
son la media, el máximo, la curtosis y la asimetrı́a de la
distribución espectral de la señal de ECG. En segundo lugar,
se calcularon dos caracterı́sticas de la transformada wavelet
estacionaria, como la desviación mediana absoluta de las
escalas wavelet 3 y 5. Por último, se obtuvo la ubicación del
primer cruce por cero dentro de la función de autocorrelación.

B. Meta-caracterı́sticas
Dentro de la comunidad de ML, es conocido que aspectos

como la calidad de los datos (por ejemplo, distribución de los
datos, sesgo hacia alguna clase) y la cantidad, son predictores
del rendimiento del modelo [16]. Estas caracterı́sticas, a
menudo denominadas meta-caracterı́sticas, también pueden
utilizarse para otros fines, como comparar conjuntos o sub-
conjuntos de datos, o incluso para predecir el tiempo de
entrenamiento de los modelos [17]. En el presente trabajo
se pretende averiguar si estas meta-caracterı́sticas pueden ser
utilizadas como predictores de la calidad de la señal de ECG,
esto se debe a que los datos de los segmentos de ECG de alta
y baja calidad tienen propiedades estadı́sticas diferentes.

El algoritmo desarrollado en este estudio está basado en
la biblioteca pymfe, (Python Meta-feature Extractor) [15].
Esta biblioteca sirve para extraer una amplia gama de meta-
caracterı́sticas de un set de datos determinado. Con estas meta-
caracterı́sticas básicamente se puede extraer una gran cantidad
de información de los datos, incluyendo caracterı́sticas es-
tadı́sticas, relaciones entre variables y conexiones con sesgos
algorı́tmicos, entre otros. La biblioteca ofrece numerosas
categorı́as de meta-caracterı́sticas, que abarcan información
general del conjunto de datos, perspectivas estadı́sticas, atri-
butos teóricos de la información, correlaciones de variables,
métricas de complejidad, etc. Ası́ pues, en el presente trabajo
se extrajeron con éxito un total de 1.407 meta-caracterı́sticas.

Estas meta-caracterı́sticas son de naturaleza muy distinta a
las extraı́das de manera manual y utilizadas tı́picamente en
los ı́ndices de calidad de ECG, en el sentido de que describen
las caracterı́sticas de la señal de forma genérica y puramente
estadı́stica. Las caracterı́sticas clásicas, en cambio, tienen un
significado en el dominio. Es decir, las caracterı́sticas clásicas
permiten cierto grado de interpretabilidad y derivan algún
conocimiento del conjunto de datos. No obstante, se espera
que las meta-caracterı́sticas, al ser una representación más
amplia de las caracterı́sticas de la señal, puedan llegar a
exponer mejor los factores que permiten a un modelo ML
distinguir entre señales de ECG de alta y baja calidad.



C. Desarrollo del experimento y evaluación

Siguiendo las directrices marcadas en TRIPOD [18], se
utilizaron dos conjuntos de datos independientes para el
entrenamiento y el testeo de los algoritmos propuestos. Se
plantearon tres procedimientos diferentes para evaluar este
trabajo. En primer lugar, se utilizó el conjunto original de
siete caracterı́sticas extraı́das de manera manual y se entrenó
un clasificador ML automático que finalmente se basó en
el clasificador Gentle Boost. En el segundo experimento se
reajustó el conjunto de entrenamiento original en grupos de 5
filas como entrada previa al extractor de meta-caracterı́sticas.
Este algoritmo obtuvo un total de 1.407 meta-caracterı́sticas
para cada extracto de ECG de 5 segundos, incluyendo a todos
los grupos de posibles de meta-caracterı́sticas, tal y como
se describe en la sección anterior. Un clasificador basado
en Adaboost fue el que mejores métricas de rendimiento
obtuvo. El último experimento se basó en el anterior, pero
seleccionando sólo las 200 mejores caracterı́sticas según la
clasificación MRMR (Mı́nima Redundancia Máxima Rele-
vancia). La Tabla I muestra las diez mejores caracterı́sticas
extraı́das, junto con su escala de importancia y su descripción.
En este caso, se seleccionó un algoritmo Bagged Trees como
clasificador.

Dado que se trata de un problema de clasificación binaria,
se utilizaron como referencia las principales métricas de ren-
dimiento utilizadas en la literatura, como son la sensibilidad
(Se), la especificidad (Es) y la exactitud (Ex). La Se está
definida como como el porcentaje de segmentos de ECG de
alta calidad correctamente identificados, la Es como la tasa
de fragmentos de baja calidad bien clasificados y, por último,
la Ex como la cantidad de aciertos totales clasificando los
segmentos de ECG. Por último, para determinar el funciona-
miento correcto dentro de la clase de alta calidad, también se
calculó y evaluó la tasa de detección de RSN (RRSN ), FA
(RFA) y OR (ROR).

IV. RESULTADOS

En la Tabla II se muestran los resultados de los tres
experimentos desarrollados. Como puede observarse, los va-
lores de Se fueron superiores al 78 % en todos los casos,
con una diferencia de aproximadamente el 7 % entre los
mejores y los peores resultados, es decir, utilizando todas
las meta-caracterı́sticas o el conjunto inicial de tan solo 7

TABLA I
LAS DIEZ META-CARACTERÍSTICAS MÁS RELEVANTES DENTRO DE LAS

200 EXTRAÍDAS UTILIZANDO EL ALGORITMO MRMR

Meta-caracterı́stica Relevancia Descripción
mean NaN sd 0,4542 Media de la desviación estándar.
max power sum 0,1936 Máx. suma de potencias.
Kurtosis NaN mean 0,0042 Media de la curtosis.
Sparsity NaN iq range 0,0042 Rango intercuartı́lico de la dispersión.
mean NaN histogram 3 0,0042 Media del histograma 3.
t mean NaN histogram 4 0,0042 Media recortada del histograma 4.
max histogram 0 0,0042 Valor máx. del histograma 0.
t mean NaN histogram 2 0,0042 Media recortada del histograma de NaN 2.
t mean histogram 1 0,0042 Media recortada del histograma 4.
Max NaN histogram 4 0,0042 Valor máx. del histograma 4.

caracterı́sticas, respectivamente. Además, los valores de Es
presentaron la misma tendencia en el rango de resultados,
alcanzando el 90 % en el caso en el que se utilizó el set
completo de meta-caracterı́sticas, y cayó hasta el 83 % en
el caso en el que se seleccionaron las 200 mejores meta-
caracterı́sticas. Dentro del grupo de segmentos de ECG de
alta calidad, las tasas de clasificación de RRSN , RFA y
ROR presentaron resultados muy dispares. Ası́ pues, mientras
que en todos los experimentos los valores de RRSN fueron
superiores al 82 %, las tasas de acierto respecto a RFA, y
ROR obtuvieron resultados ligeramente inferiores. La diferen-
cia entre los mejores y los peores resultados de RFA osciló en
torno al 7 %. También se observó un comportamiento similar
en las tasas de acierto de ROR, pero la variación es aún
mayor, alcanzando una diferencia de alrededor del 9 % entre
los valores máximo y mı́nimo.

V. DISCUSIÓN

Tras una exhaustiva revisión de la literatura, no se han
encontrado trabajos previos en los que se aplique un enfoque
basado en meta-caracterı́sticas para evaluar la calidad de la
señal de ECG de manera automática, discerniendo entre seg-
mentos de ECG de alta y baja calidad adquiridos de pacientes
con FA utilizando dispositivos portátiles. Este nuevo trabajo se
validó de acuerdo con las recomendaciones de TRIPOD [18]
utilizando un conjunto de datos externo para probar el algo-
ritmo. A pesar de las estrictas exigencias, los resultados de la
clasificación se muestran optimistas. El conjunto original de 7
caracterı́sticas extraı́das a partir del algoritmo de Albaba [14]
mostró un buen rendimiento en la detección del grupo de
baja calidad, no obstante, se observó un alto desequilibrio en
los resultados entre Se y Es. Este resultado podrı́a deberse
a la escasez de caracterı́sticas en el conjunto de datos de
entrenamiento. Sin embargo, si se apreció equilibrio entre Se y
Es utilizando como datos las 200 mejores meta-caracterı́sticas
extraı́das siguiendo el algoritmo MRMR. Además, hay que
destacar que estos resultados concuerdan con la selección de
caracterı́sticas, ya que se utilizaron las más representativas
para discernir entre segmentos de ECG de alta y baja calidad.
Sin embargo, a pesar de que el conjunto completo de meta-
caracterı́sticas alcanzó los ı́ndices más altos de Se y Es, se
observó un ligero desequilibrio de alrededor del 5 % entre
ambas métricas.

Cabe destacar que los resultados obtenidos dentro del grupo
de alta calidad, es decir, RRSN , RFA y ROR, fueron mejores
de lo esperado. Especialmente significativo es el ı́ndice de
clasificación RFA, ya que la morfologı́a de las señales afec-
tadas por FA la afecta de tal manera que se puede confundir
con señales pertenecientes a la clase ruidosa. En este sentido,
varios trabajos anteriores han abordado la evaluación de la
calidad de la señal de ECG desde el punto de vista de la
extracción manual de caracterı́sticas, pero no se ha tenido en
cuenta el rendimiento cuando existen registros de FA [12].
Además, en otro trabajo de Satija et al. [7] se implementaron
varios métodos propuestos anteriormente en grabaciones de
ECG adquiridas de pacientes afectados por FA. Los autores
observaron que los valores de Ex oscilaban solamente entre
el 50 y el 70 %. Por lo tanto, con este nuevo trabajo el riesgo
de diagnóstico o interpretación errónea de los intervalos de
FA como señales ruidosas disminuye ligeramente.



TABLA II
RESULTADOS OBTENIDOS EN LOS TRES EXPERIMENTOS DESARROLLADOS, ES DECIR, UTILIZANDO EL CONJUNTO ORIGINAL DE 7 CARACTERÍSTICAS,

EL CONJUNTO COMPLETO DE 1.407 META-CARACTERÍSTICAS Y UNA VERSIÓN REDUCIDA DE LAS 200 META-CARACTERÍSTICAS MÁS RELEVANTES.

Set de datos Se ( %) Es ( %) Ex ( %) RRSN ( %) RFA ( %) ROR ( %)
Original (7 cr.) 78.10 88.80 83.45 82.06 78.79 73.33
Meta-caracterı́sticas (1,407 cr.) 85.50 90.80 88.15 89.14 85.45 81.52
Meta-caracterı́sticas (200 cr.) 83.70 83.50 83.60 88.53 79.70 82.73

La utilización de meta-caracterı́sticas mejora la capacidad
del modelo de ML para identificar el ruido en las señales
de ECG. Sin embargo, los trabajos basados únicamente en
estas caracterı́sticas tienen la desventaja de proporcionar poca
información interna del proceso implementado. Es decir,
resulta difı́cil deducir o aprender nuevos hechos a partir del
modelo desarrollado cuando las caracterı́sticas utilizadas son
de naturaleza tan abstracta que su relación con los conceptos
del dominio no es directa. Ası́ pues, existe un equilibrio entre
el rendimiento predictivo y la transparencia/interpretabilidad.

Otro aspecto relevante que no se ha evaluado todavı́a es
el coste computacional de extraer las meta-caracterı́sticas. Si
bien este coste no es relevante en los escenarios en los cuales
el procesamiento no se realice en la misma máquina o en
un sistema embebido, en dispositivos de recursos limitados o
puede ser necesario la búsqueda de un equilibrio entre el ren-
dimiento y el coste computacional. Para ello se debe estudiar
el número y las categorı́as adecuadas de meta-caracterı́sticas
mediante la aplicación de algoritmos exhaustivos de selección
de caracterı́sticas. Esto es debido a que la complejidad compu-
tacional a la hora de extraer las meta-caracterı́sticas crece con
el número y el tipo de meta-caracterı́sticas consideradas.

Por último, cabe señalar que el conjunto de testeo se
compone únicamente de un conjunto de datos balanceado con
2.000 segmentos de ECG de 5 segundos, por lo que en futuros
trabajos deberán evaluarse conjuntos de datos más completos
con una representación más amplia de cada uno de los ritmos.

VI. CONCLUSIONES

Se ha presentado un novedoso método de evaluación de la
calidad de señales de ECG basado en caracterı́sticas y meta-
caracterı́sticas, capaz de discernir con éxito entre segmentos
de ECG de alta y baja calidad. Este artı́culo ha puesto de ma-
nifiesto la idoneidad de la extracción de meta-caracterı́sticas
para mejorar la evaluación de la calidad de la señal de ECG.
La utilización de estos datos tiende a equilibrar los valores de
Se y Es, lo cual es importante para evitar interpretaciones
erróneas, contribuyendo también a mejorar el rendimiento
global. Por último, la principal limitación potencial es el
elevado número de meta-caracterı́sticas extraı́das, lo cual
aumenta el tiempo de cálculo.
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