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Resumen—Este trabajo presenta la regresión sparse de mo-
delos de comportamiento basados en la serie de Volterra y
predistorsionadores digitales (DPDs) mediante un Stagewise
Doubly Orthogonal Matching Pursuit (StDOMP). Se presenta
el marco teórico general de las regresiones sparse y se formula
el StDOMP aplicando una estrategia por etapas al algoritmo
DOMP, i.e., permitiendo que la técnica seleccione un bloque de
componentes en cada iteración sin necesidad de realizar una
iteración por átomo. La selección por bloques permite reducir
la complejidad computacional hasta cierto punto donde se espera
que se degraden las prestaciones. Los resultados experimentales
destacan el comportamiento de la técnica en la predistorsión
de un amplificador de potencia (PA) clase AB trabajando en
su régimen no lineal, concluyendo que el StDOMP es capaz de
reducir el tiempo de ejecución al mismo tiempo que mantiene
el nivel de prestaciones con respecto a DOMP.

I. INTRODUCCIÓN

El diseño de amplificadores de potencia (PAs) presenta un
reto cuando se plantea el equilibrio entre linealidad y eficien-
cia, ya que estos dispositivos presentan un comportamiento no
lineal en el rango de altas potencias, donde son eficientes. La
predistorsión digital (DPD) se ha convertido en una técnica
insignia que permite mitigar los efectos no lineales de los PAs
eficientes cuando trabajan cerca de la zona de saturación. DPD
suele sustentarse por estructuras basadas en series de Volterra,
debido a que permiten modelar matemáticamente efectos no
lineales con memoria.

La gran cantidad de coeficientes en los modelos basados
en series de Volterra hace que sea conveniente el uso de
técnicas compressed sensing para reducir su complejidad
computacional. En este sentido, se ha presentado una gran
variedad de técnicas en la literatura. Aunque su funciona-
miento fundamental sigue el principio básico de tratar de
seleccionar los coeficientes más relevantes para representar
la señal de salida, cada implementación especı́fica muestra
sutiles diferencias en lo que respecta al establecimiento de la
estrategia de selección.

La literatura contiene técnicas clásicas como matching pur-
suit (MP), orthogonal MP (OMP), doubly OMP (DOMP) [1],
sparse Bayesian learning (SBL) [2], dynamic model sizing
(DMS) [3] y subspace pursuit (SP), que están basadas en
esquemas matching pursuit. Uno de los principales problemas
que surge con el uso de estrategias del tipo matching pursuit
como OMP y DOMP es la necesidad de tener que realizar, al
menos, tantas operaciones como átomos hay que seleccionar
[4]. Una de las posibles soluciones ante esta situación es
el empleo de técnicas de umbralización como el Stagewise
Orthogonal Matching Pursuit (StOMP) [5], que establece
un umbral en la operación de selección de coeficientes del
algoritmo para añadir varias componentes por iteración que

exhiban una correlación con el error residual mayor que el
umbral.

En este trabajo, se explora la aplicación de la estrategia
por etapas (stagewise) al algoritmo DOMP. En lugar de
seleccionar las componentes de una en una, el Stagewise
Doubly Orthogonal Matching Pursuit (StDOMP) evaluará un
bloque de componentes por cada iteración, reduciendo conse-
cuentemente la complejidad computacional del la técnica al
completo. Dado que la operación que representa una mayor
complejidad computacional en la ejecución del algoritmo es
la regresión, se espera encontrar una reducción en la com-
plejidad proporcional al tamaño del bloque de componentes
seleccionado. Por otro lado, tras reducir la granularidad con
la que se analizan las componentes, es espera también que la
fidelidad del rendimiento de la técnica se degrade a partir de
un tamaño de bloque. Este efecto también se investiga.

Este trabajo se organiza según la siguiente estructura.
Primero, la Sección II establece el marco general regresión
sparse. el StDOMP se presenta en la Sección III y su
complejidad computacional se evalúa en la Sección IV. A
continuación, la Sección V cubre el diseño experimental y
los resultados se muestran en la Sección VI. Finalmente, la
Sección VII concluye el trabajo.

II. MARCO TEÓRICO

La ecuación de medida relaciona la envolvente compleja de
x con su salida y de la forma

y = Xh+ e, (1)

donde y ∈ Cm×1 es un vector de m muestras de las señal
de salida, X ∈ Cm×n es la matriz de modelo que contiene
un regresor en cada columna, h ∈ Cn×1 es el vector de
coeficientes y e ∈ Cm×1 toma cuenta del error.

El método de regresión por mı́nimos cuadrados (LS) es
capaz de alcanzar una estimación ĥ del vector de coeficientes
mediante la siguiente operación

ĥ =
(
XHX

)−1
XHy = X†y, (2)

donde (·)H , (·)−1, (·)† denotan hermı́tica, inversa y pseudo-
inversa respectivamente.

En el contexto de selección de coeficientes, el conjunto
suporte S contiene los ı́ndices de los regresores activos.
Definiendo XS como la operación de selección por columnas

ĥS = X†
Sy, (3)

resulta en ĥS , que presenta S columnas no nulas. En conse-
cuencia, ĥS̄ = 0.



Algoritmo 1 Pseudocódigo del StDOMP
Input: X, y, B
Output: S(end), ĥ(end)

1: Initialization : r(0) ← y, S(0) ← ∅, Z(0) ← X
2: for iteration t = 1 till stopping criterion is met do
3: g

(t)
{i}

∀i←− ZH
{i}

∥Z{i}∥2
r(t−1)

4: s(t) ← supp
(
HB

∣∣g(t)
∣∣)

5: S(t) ← S(t−1) ∪ s(t)

6: for i ∈ s(t) do
7: p(t) ← Z

(t−1)

{s(t){i}}

H
Z(t−1)

8: Z(t) ← Z(t−1) − p(t) ⊗ Z
(t−1)

{s(t){i}}
9: end for

10: ĥS(t) ← X†
S(t)y

11: ŷ(t) ← XS(t) ĥS(t)

12: r(t) ← y − ŷ(t)

13: end for

III. STAGEWISE DOMP (STDOMP)

Esta sección está dedicada a resaltar los pasos funda-
mentales del algoritmo StDOMP. El algoritmo DOMP hace
un seguimiento de la información de los regresores en dos
espacios simultáneamente: el espacio de Volterra, denotado
por X y el espacio ortogonal Z, que es el resultado de aplicar
Gram-Schmidt sobre la matriz de Volterra X en el orden
del conjunto soporte. En esta ejecución iterativa, el algoritmo
incluye en cada iteración, B nuevos regresores en el conjunto
soporte y monoitoriza la parte de la señal y que no puede ser
modelada mediante el error residual r. el Algoritmo 1 muestra
el pseudocódigo de la técnica StDOMP, que consiste en:

A. Parámetros de entrada e inicialización

Las variables de entrada al algoritmo DOMP por etapas
son la matriz de medida X, la señal a modelar y, junto con el
tamaño bloque B. La inicialización se lleva a cabo en el paso 1
del algoritmo, donde el residuo r es igual a la señal a modelar
y, estando el conjunto soporte S vacı́o, ya que aún no hay
ningún regresor seleccionado. Además, el espacio ortogonal
es igual al espacio de Volterra en la primera iteración.

B. Seleción de coeficientes

La correlación g
(t)
{i} entre los regresores ortogonalizados y el

error residual se calcula en el paso 3 del algoritmo. Téngase en
cuenta que los regresores se normalizan mediante la división
por su norma ℓ2 previo a la operación de proyección sobre el
error residual para considerar las diferencias de escala.

El paso 4 selecciona los B regresores que exhiben la
mayor correlación |g| con el residuo. Esta operación se realiza
mediante la proyección no lineal Hk(·), que establece todos
los elementos de su argumento a cero exceptuando los k más
grandes, junto con la operación supp(·), que devuelve los
ı́ndices de los elementos del argumento que no sean iguales
a cero. Los ı́ndices de las funciones base que cumplen esta
condición se incluyen al conjunto soporte en el paso 5.

C. Proceso de ortogonalización

La ortogonalización de los regresores seleccionados con
respecto del resto del espacio de Volterra se lleva a cabo en

los pasos 7 y 8 del algoritmo, donde en la iteración t, las
operaciones se realizan de una en una sobre el conjunto de
los B átomos seleccionados, indicado por el sufijo s

(t)
{i}.

D. Actualización de los estimadores

Finalmente, el algoritmo actualiza la estimación del kernel
ĥS(t) de Volterra, la salida estimada ŷ(t) y el error residual
r(t) en los pasos 10, 11, y 12, respectivamente.

IV. EVALUACIÓN DE LA COMPLEJIDAD COMPUTACIONAL

Esta sección evalúa la complejidad computacional del al-
goritmo con el fin de discutir los beneficios de esta nueva
propuesta. La evaluación se presenta utilizando la notación de
Bachmann-Landau en términos del número de multiplicacio-
nes de números reales O. Se espera que la principal ventaja
de StDOMP se evidencie por la reducción del número de
pseudoinversas realizadas. La complejidad computacional de
la técnica StDOMP sigue

OStDOMP =
n4

4B4
+

(
4

3B3
− 2

B2
+

1

B

)
mn3+

m2n2 +

(
5

2B2
− 2

B
+ 1

)
mn2 +

n3

2B3
.

(4)

Nótese que ODOMP = OStDOMP|B=1. Se puede apreciar
cómo la complejidad computacional es la mı́sma en los dos
métodos, pero con la diferencia de que se incluye un factor de
reducción de (1/B) en los órdenes superiores en el caso del
StDOMP. Las dimensiones son m > n, pero el exponente de n
crece rápidamente. El término dominante es m2n2, seguido de(

4
3B3 − 2

B2 + 1
B

)
mn3 y n4

4B4 , que ayuda a reducir el impacto
computacional del método. Esta reducción de complejidad se
corrobora midiendo el tiempo de ejecución en la Sección VI.

V. DISEÑO EXPERIMENTAL

En esta sección, se llevó a cabo el DPD de un PA
comercial, a fin de destacar las caracterı́sticas mencionadas
anteriormente. El PA está basado en la placa de pruebas
CGH40006-TB para el transistor GaN CGH40006P de Cree,
operado a una frecuencia central de 2,14 GHz. La configura-
ción experimental empleada en este caso fue el RF WebLab
mantenido por Chalmers University of Technology [6], con-
teniendo un Transceptor Vectorial de Señal PXIe-5646R de
National Instruments con un ancho de banda instantáneo de
200 MHz, un módulo de fuente de alimentación PXI-4130
de National Instruments alimentando el dispositivo, un pre-
amplificador lineal con 40 dB de ganancia, el PA bajo prueba,
y un atenuador de 30 dB.

La señal de sondeo fue una OFDM con 40 MHz de
ancho de banda, 30 kHz de separación entre subportadoras,
y sı́mbolos 16-QAM sobre todas las subportadoras, siguiendo
el formato 5G-NR. Ésta, presentó una PAPR de 10,5 dB. Se
empleó una frecuencia de muestreo de 184,324 MSa/s tanto
en la generación de la señal de sondeo como en la adquisición
a la salida del PA bajo prueba. En el punto de operación, la
potencia media a la salida fue de 26,6 dBm.

El modelo elegido para llevar a cabo la regresión fue un
modelo de 412 regresores generado a partir de un subconjunto
de regresores Full Volterra de orden 18 y profundidad de
memoria máxima de 50. Sólo se usaron los primeros 200
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Fig. 1. Densidades espectrales de potencia (PSDs) de la señal de salida con
y sin DPD alcanzadas con diferentes tamaños de bloque por el StDOMP.
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Fig. 2. Tiempo de ejecución normalizado de la técnica StDOMP respecto
del tamaño de bloque.

TABLA I
LINEALIZACIÓN DE STDOMP EN LA 7ª ITERACIÓN DE DLA

Case NMSE ACPR-1/+1 EVM Normalized
(dB) (dBc) ( %) run time

w/o DPD -24.6 -33.90 / -34.80 5.4 -

StDOMP B = 1 -38.2 -44.47 / -44.85 1.3 6.43

StDOMP B = 5 -37.7 -44.04 / -44.41 1.3 2.01

StDOMP B = 10 -37.7 -43.98 / -44.41 1.3 1.38

StDOMP B = 25 -37.4 -43.73 / -44.00 1.3 1.08

StDOMP B = 50 -37.1 -43.46 / -43.74 1.4 1

regresores dados por el StDOMP, facilitando la comparación
entre diferentes longitudes de bloque.

El DPD se realizó siguiendo una arquitectura de aprendizaje
directo (DLA), mejorada mediante el uso de StDOMP y la
normalización de sus regresores. Se realizaron siete iteracio-
nes del algoritmo con una tasa de aprendizaje decreciente para
estabilizar el sistema una vez que se encontró el mı́nimo local.

VI. RESULTADOS

En esta sección, se evalúan las capacidades de linealización
de la técnica proputesta dependiendo del tamaño de bloque
B. Se barrieron los valores de tamaño de bloque de 1 (este
caso es igual que el DOMP), 5, 10, 25 y 50. La Tabla I

muestra los resultados de linealización obtenidos por cada una
de las configuraciones. El hecho más llamativo es que puede
observarse que la degradación mostrada por StDOMP sobre
el clásico DOMP es baja.

Para validar los resultados mostrados anteriormente, la
Fig. 1 representa el espectro alcanzado sin DPD y con
DPD con esta técnica, en las configuraciones previamente
mencionadas. Las similitudes en el espectro, validan la baja
pérdida de rendimiento al incrementar el tamaño de bloque.

Por último, se presentan los resultados relativos al tiempo
de ejecución. En la Fig. 2, se muestra el tiempo de ejecución
normalizado frente a la longitud del bloque en un barrido de 1
a 50. La forma hiperbólica que presenta la curva, se parece al
comportamiento que se espera de la ecuación (4). Aunque se
puede ver en la Tabla I, cabe destacar que se puede alcanzar un
decremento por encima de 6 veces en el tiempo de ejecución
con una ligera pérdida de rendimiento. Además, se aprecia un
comportamiento de sierra en el valor del tiempo de ejecución
conforme crece el tamaño del bloque. Este comportamiento
se debe a que el número de regresores, 200, sea un múltiplo
de la longitud del bloque o no.

VII. CONCLUSIONES

En este trabajo, se ha incorporado un mecanismo por
etapas a la técnica DOMP para llevar a cabo un algoritmo
StDOMP. Se ha mostrado que la selección de regresores en
bloque reduce la complejidad computacional del algoritmo
de selección, manteniendo al mismo tiempo el rendimiento
de linealización de las estructuras del modelo resultante. Los
resultados experimentales validan los cálculos de complejidad
computacional y muestran un rendimiento equivalente un
soluciones con diferentes valores de tamaño de bloque. Se
espera que la degradación del rendimiento y su relación
con el tamaño de bloque dependa de la complejidad del
comportamiento no lineal del PA. Por eso, futuros trabajos
incluirán la validación de la técnica para más clases de PA.
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