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Resumen—The integration between 5G networks and low
Earth orbit satellites is recognized as a key enabler for achie-
ving global coverage, becoming an inherent component of the
forthcoming 6G network. This synergy not only facilitates direct
connections between terminals and satellites, extending terres-
trial network coverage, but also unveils a myriad of new service
opportunities. Against this backdrop, the inherent mobility of
satellite platforms poses significant challenges in the management
and orchestration of network functions. Developing an accurate
5G-NTN emulation platform, which aids in the development and
validation of these necessary functions for the network’s proper
operation, remains a considerable challenge. Previous attempts to
simulate this environment have encountered obstacles, especially
in replicating the latency characteristics typical of satellite
communications in 5G Standalone (SA) configurations, which
is critical for the final phase of 5G deployments, resulting in an
imprecise representation of this environment. It is crucial that
such a platform effectively reproduces the complexities arising
from the interaction between 5G and NTN networks, including
the peculiarities of non-terrestrial links and computational limi-
tations on the satellite, in addition to enabling network function
orchestration in this environment. Our research addresses this
need with an innovative emulation platform designed to simulate
the disaggregated network architecture of OpenRAN in an
NTN setting. This solution not only precisely replicates the
operational characteristics of SG-NTN configurations but also
optimizes the management of VNF lifecycle via Kubernetes,
enhancing operational efficiency in mixed network environments.
Through this platform, we propose an initial strategy for the
optimal distribution of VNFs, laying the groundwork for future
exploration aimed at maximizing resource utilization efficiency
in these complex settings.

I. INTRODUCCION

En los ultimos anos, el desarrollo de las redes celulares ha
progresado constantemente hacia despliegues mds agiles, efi-
cientes y resilientes. Esta evolucion estda impulsada por el cre-
ciente trafico de datos, la necesidad de servicios mas flexibles
y la bisqueda de una mayor eficiencia en los gastos de capital
(CAPEX) y operativos (OPEX). Como tal, la Virtualizacién
de Funciones de Red (Network Function Virtualization, NFV)
y el Slicing de Red se vuelven cruciales [1]-[4], permitiendo
la divisién de una tnica red fisica en multiples redes virtuales,
cada una disefiada para servir diferentes tipos de servicio sin
interferencias. Esta capacidad se considera critica en cuanto
a la integracién de una red multi-dominio como 5G y Redes
No Terrestres (NTN), hacia la bisqueda de cobertura global
y una mayor resiliencia de la red [5].

En lo que respecta a 5G y Redes No Terrestres (NTN),

dos enfoques predominan la discusién actual. El modelo
tradicional de satélites transparentes, también conocido como
carga util de tubo doblado (bent pipe), utiliza NTN para
el backhauling de enlaces de red 5G. Por otro lado, como
una tendencia mds contempordnea, el enfoque de carga util
regenerativa (regenerative payload) corresponde a un profundo
cambio de paradigma en el cual los satélites pueden procesar
y transmitir sefiales de Nueva Radio (NR) hacia y desde
dispositivos de usuario [6]. Este enfoque requiere que el
satélite tenga capacidades de procesamiento a bordo lo sufi-
cientemente robustas para implementar gNB y otras Funciones
de Red Virtuales (VNF) necesarias, para cumplir con los
requisitos de la arquitectura. Ademads, la naturaleza dindmica
de las VNFs en plataformas aéreas moéviles introduce nuevos
desafios. Estos incluyen optimizar la asignaciéon de VNF en
respuesta a las constantes cambios de posicion de los satélites,
gestionar la migraciéon de VNF de manera eficiente [7]-[9]
y mejorar los mecanismos de handover para mantener una
conectividad ininterrumpida, entre otros desafios (Figure 1).

OpenRAN, promovido por la O-RAN Alliance, emerge
como un enfoque transformador hacia la desagregacién [10]—
[13] y virtualizacién de la Red de Acceso por Radio (RAN),
promoviendo la apertura, interoperabilidad e interoperabili-
dad. Asimismo, O-RAN proporciona un entorno para favore-
cer el desarrollo y emplazamiento de algoritmos de Inteligen-
cia Articial para la gestion orquestacidon de la red, a través
de sus entidades RAN Intelligent Controller (RIC) y Service
Management and Orchestration (SMO).
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Fig. 1. Entorno 5G NTN



Como respuesta a estos desafios, este trabajo presenta una
plataforma innovadora basada en contenedores que utiliza
OpenAirlnterface (OAI) y Kubernetes, asi como un emulador
NTN, cuyo objetivo es proporcionar una red de pruebas 5G-
NTN que facilite el desarrollo y la prueba de algoritmos
de orquestacion de red. En este sentido, los objetivos se
desglosan en:

1. Disefio de la plataforma 5G NTN virtualizada: defi-
niciéon de la arquitectura, seleccién de tecnologias y
herramientas, incluyendo métodos de virtualizacién y
orquestacién basados en contenedores y proyectos de
codigo abierto relevantes.

2. Implementacién y validacién de la plataforma virtuali-
zada 5G NTN: construccién del entorno y desarrollo de
un emulador NTN a nivel de red, asi como la valida-
cién de la plataforma para asegurar su funcionalidad y
rendimiento.

3. Evaluacién y validaciéon de las caracteristicas de la
plataforma 5G NTN implementada: andlisis de las ca-
pacidades y limitaciones de la plataforma, poniendo
especial énfasis en la fidelidad de la emulacién de
las caracteristicas NTN para permitir la asignacién de
VNFs en un entorno multi-dominio.

II. PLATAFORMA DE EMULACION 5G-NTN PARA
OPTIMIZACION DE ASIGNACION DE VNFS
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Fig. 2. Arquitectura del setup SG-NTN

La infraestructura SG-NTN (Figure 2) implementada tiene
por objetivo la emulacién de un entorno satelital de baja 6rbi-
ta, enmarcado dentro del concepto de regenerative payload”.
La utilizacién de Kubernetes favorece una configuracién 5G
virtualizada, desagregada y distribuida. La plataforma hace
uso de la agilidad y la robustez de Kubernetes para la
administracion eficiente del ciclo de vida de las Funciones
de Red Virtuales (VNFs), integrando multi-dominio TN/NTN,
lo cual habilita un entorno escalable y altamente reactivo.
Asimismo, este entorno se alinea con los principios de O-
RAN, empleando una configuracién desagregada del gNB.
De este modo, el presente trabajo presenta un emulador
NTN integrado en la plataforma, permitiendo imitar las ca-
racteristicas de una red 5G-NTN, permitiendo la gestién y
orquestacién efectiva de las VNFs. Para el disefio de las
caracteristicas NTN, el presente estudio se ha basado en los
andlisis realizados previamente a la constelacion Starlink [14],
siendo esta una de las constelaciones LEO mas estudiadas en
el estado del arte, en términos de retardo, throughput y pérdida

de paquetes, permitiendo asi una representacion exacta de sus
caracteristicas, asumiendo un comportamiento similar en su
integracion con redes celulares.

En este sentido, la plataforma trata de replicar las dindmicas
de red satelital en términos de sus las métricas de rendimiento
de extremo a extremo. La emulacion de estas caracteristicas,
se realiza a través de la inclusién de colas a nivel de red, para
las que se emplea la herramienta ’Traffic Control’ de Linux
para la clasificacién precisa de este trafico, lo que permite
aplicar la diferenciacién de las caracteristicas aplicadas a
los diferentes enlaces UE-satélite y satélite-estacion terrestre,
sobre la infraestructura virtual.

En el marco de la integracién 5G-NTN, la instanciacion
secuencial de las Funciones de Red Virtuales (VNFs) y la
configuracién de las interfaces de Kubernetes son esenciales
para el correcto funcionamiento de la red, incluyendo la
activacion ordenada del Core 5G, unidades gNB y la UE.
Este estudio destaca la importancia de comprender cémo
estos procedimientos impactan la adaptabilidad y eficiencia
de la red frente a variaciones de demanda y cambios en el
entorno. En el contexto de Redes Autoorganizativas (SON),
se resalta que el tiempo necesario para el despliegue de un
slice completo, aproximadamente 76 segundos, estableciendo
un pardmetro para determinar el modo de aplicacién de la
inteligencia de red, sugiriendo que la inmediatez en tiempo
real no es un requisito absoluto dentro de este esquema de
virtualizacién y orquestacién. Este entendimiento contribuye
a una gestion de red més flexible y adaptativa, alineada con
las dindmicas de las redes SG-NTN.

En el dmbito de la emulacién de comunicaciones radio a
través de la herramienta OpenAirlnterface (OAI), es crucial
reconocer que su funcionamiento no es en tiempo real, sino
que depende de la capacidad de procesamiento de la CPU.
Este factor cobra especial relevancia al introducir retardos
para simular enlaces NTN, ya que las limitaciones temporales
no reflejan directamente su efecto en el trafico de datos. Por
ello, este estudio ha adaptado la simulacién para que refleje
fielmente las condiciones de la red NTN, ajustando los delays
a nivel de red para simular de manera precisa el impacto en
el tréfico, asegurando asi una representacion realista de estas
caracteristicas.

La capacidad de asignar dindmicamente Funciones de Red
Virtuales (VNFs) en un entorno de red multi-dominio, espe-
cialmente en satélites, resalta como una contribucion clave de
la plataforma de orquestacion. Los desafios asociados con la
seleccion y asignacién efectiva de VNFs, dados los limitados
periodos de visibilidad y la variabilidad en la capacidad de
las plataformas satelitales, subrayan la importancia de una
gestion flexible de recursos. La utilizacion de Kubernetes
como orquestador facilita la reasignacién dindmica de VNFs,
adaptdndose a las fluctuantes demandas de servicio y a las
cambiantes condiciones de la red, lo que es fundamental para
mantener una calidad de servicio 6ptima en este complejo
entorno.

Dada la capacidad limitada de las plataformas satelitales,
resulta esencial determinar los requisitos minimos operativos
para cada Funcién de Red Virtual (VNF), con el fin de
identificar su sensibilidad a restricciones de recursos en un
entorno compartido. La evaluacién revela que la Unidad
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Fig. 3. Aplicaciéon de ML para el proceso de optimizacion

Distribuida del gNB (split 8), responsable del procesamiento
de sefales de capa baja y de la gestion de la interfaz de radio,
es particularmente vulnerable a limitaciones de recursos, pu-
diendo experimentar fallos operativos bajo estas condiciones.
Este hallazgo es fundamental para comprender la capacidad
de la red y para desarrollar estrategias eficientes de asignacion
de VNFs, asegurando la estabilidad y el rendimiento 6ptimo
de la red.

III. OPTIMIZACION DE LA ASIGNACION DE VNFS SOBRE
LA PLATAFORMA 5G-NTN

Abordando el problema de optimizacién de la asignacién de
Funciones de Red Virtuales (VNF) con base en la inteligencia
artificial, este trabajo tiene objetivo maximizar ciertos KPIs a
partir de la distribucién de recursos de las VNFs implicadas,
asi como su emplazamiento a lo largo del entorno distribuido.

Para la correcta asignaciéon de VNFs en el entorno multi-
dominio, el presente trabajo evalua los enfoques tradicionales
de optimizacion frente a los métodos emergentes basados en
algoritmos de aprendizaje automadtico, destacando las limita-
ciones de los primeros frente a la adaptabilidad y precision
de los segundos.

Los métodos convencionales como la Programacién Lineal
Entera Mixta (MILP) y los algoritmos heuristicos, aunque han
demostrado su utilidad en escenarios menos complejos, se
enfrentan a dificultades al escalar a sistemas mds dindmicos
y entornos con interacciones complejas entre variables, donde
la captura de todas las relaciones resulta de elevada dificultad,
resultado inapropiados en el contexto de la integracién 5G-
NTN, donde la necesidad de adaptacién dindmica y respuesta
rdpida a cambios continuos ha puesto de manifiesto la insufi-
ciencia de estos métodos tradicionales.

En contraposicion, los algoritmos de aprendizaje automati-
co y profundo se posicionan como soluciones prometedoras
para superar estas barreras. La habilidad de los modelos
de ML y DL para adaptarse y aprender de las condiciones
cambiantes de la red, junto con su competencia para mo-
delar relaciones complejas, multivariables y no lineales, los
convierte en herramientas potentes para la optimizacién de
redes. Su aplicaciéon no solo facilita la prediccién y mejora
de KPIs, sino que también introduce una mayor flexibilidad
y eficiencia en el proceso de optimizacién. En este senti-
do, algoritmos basados en redes neuronales convolucionales
(CNN) para el andlisis espacial y redes neuronales recurrentes
(RNN), especialmente las redes de Memoria a Corto y Largo
Plazo (LSTM) para secuencias temporales, también emergen

como herramientas eficaces en la gestion de la complejidad
y dinamismo de las redes de nueva generacién [15]. Estas
técnicas avanzadas ofrecen adaptabilidad y la capacidad de
capturar patrones complejos que evolucionan a lo largo del
tiempo, lo que es crucial para el manejo efectivo de las
arquitecturas de red heterogéneas actuales.

Los modelos basados en Machine Learning, como los
Bosques Aleatorios y Maquinas de Impulso Gradual, y las
arquitecturas de Deep Learning, como las Redes Neuronales
Convolucionales (CNN5s) y las Redes Neuronales Recurrentes
(RNNSs), particularmente las de Memoria a Corto y Largo
Plazo (LSTMs), son fundamentales para capturar relaciones
complejas y multivariables que evolucionan en el tiempo.
Estos modelos sobresalen en modelar interacciones de alta
dimensién y aprenden a medida que cambian las condiciones
de la red.

Para el andlisis de diferentes métricas de rendimiento de
la red, se consideran tres comunes: el Error Absoluto Medio
(MAE), el Error Cuadratico Medio (MSE) y el Coeficiente
de Determinacién (R2) asume una importancia mayor ya que
refleja la capacidad del modelo para correlacionar ciertos
factores de entrada con el rendimiento general de la red.

La optimizacién del rendimiento de la red mediante algo-
ritmos de aprendizaje supervisado enfoca sus esfuerzos en las
métricas de Throughput y RTT, procediendo con la optimiza-
cion de hiperparametros a través de una bisqueda en rejilla
para determinar el modelo de regresiéon mads eficaz en mapear
las entradas a los KPIs relevantes. En este proceso, modelos
como Random Forest y K-Nearest Neighbours (KNN) [16]
se han evaluado por su precision en la representaciéon de
las dindmicas de la red. Posteriormente, se incorporan las
restricciones especificas de los entornos NTN al modelo de
regresion seleccionado y se procede a la optimizacién de un
KPI seleccionado tratando de alcanzar la configuracion optima
que mejore el rendimiento de la red Figure 3.

En un caso practico, este estudio ha implementado algorit-
mos de ML supervisado para optimizar la métrica de RTT, tal
y como se presenta en Figure 4, aprovechando modelos de ML
y DL en un andlisis predictivo que precede la optimizacion de
la asignacién de recursos. Se propone una solucién enfocada
en la distribucién de CPU entre las VNFs esenciales de RAN
y Core, validando la efectividad del proceso de optimizacion.
Aun asf se resalta la necesidad de extensién del algoritmo
hacia la asignacién de otros pardmetros en la gestiéon de
recursos, asi como la consideracién de un mayor nimero



de VNFs, que queda limitado en el presente estudio por la
complejidad del entorno.
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Fig. 4. Comparacion de split optimizado y resultados experimentales

IV. CONCLUSIONES

Este estudio ha desarrollado con éxito una plataforma
de emulaciéon 5G-NTN novedosa, integrando la arquitectura
OpenRAN con Kubernetes para una gestiéon mejorada de las
VNFs. La implementacion avanza en la integracién SG-NTN
al proporcionar una plataforma escalable para la emulacién y
optimizacién de la red, donde se han evaluado las caracteristi-
cas del entorno, asi como sus limitaciones, que posteriormente
dan soporte a la orquestacién de la red.

La exploracién de la optimizacién en la asignacién de
Funciones de Red Virtuales (VNF) en el contexto de la
integracion de redes 5G y Redes No Terrestres (NTN) destaca
la eficacia de algoritmos de aprendizaje como alternativas
superiores frente a los métodos tradicionales. El presente
trabajo muestra como modelos basados en el uso de ML
resultan ser particularmente efectivos para capturar patrones
complejos y evolutivos en la red. Estos modelos no solo
permiten una prediccidn precisa de los KPIs de rendimiento de
la red, sino que también facilitan una optimizacién flexible y
adaptativa de la asignacién de recursos en un entorno de red
en constante cambio. Para ello, un modelo de optimizacién
basado en el algoritmo de Random Forest ha sido aplicado
para alcanzar una solucién éptima en la asignacién de recursos
de cpu y memoria a las funciones de red virtuales del gNB
y UPF en la red, minimizando la métrica de RTT extremo a
extremo.

Como linea futura, se propone la extension del algoritmo
para aumentar la cantidad de pardmetros asignados a las
VNFs, la exploraciéon de nuevos modelos de inteligencia
artificial con el objetivo de encontrar resultados éptimios en
este complejo entorno, asi como la consideracién del resto de
VNFs en el proceso de optimizacion, extendiendo el problema
hacia toda la red 5G y garantizando la asignacion 6ptima de
recursos en el entorno multi-dominio.
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