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Abstract—In beyond 5G cellular systems, Network Slicing (NS)
functionality allows splitting a physical network into several
logical slices tailored for a specific application. In sliced networks,
a slice-aware automatic optimization of Network Functions (NFs)
is key to guarantee Service Level Agreement (SLA) compliance
while minimizing operation costs. For this purpose, with the
advances in artificial intelligence, massive data collected in the
operations and support system can be leveraged to develop Deep
Reinforcement Learning (DRL) solutions deriving optimization
policies automatically. This work proposes the first algorithm
for slice-aware traffic steering based on DRL. The algorithm
trains a slice-specific double deep Q-learning agent that learns
the optimal traffic steering policy to improve SLA compliance
per slice. Simulation results have shown that the proposed algo-
rithm outperforms other slice-aware traffic steering approaches,
increasing SLA compliance on 11% in a realistic scenario with
3 slices serving uRLLC, uLBC and eMBB traffic.

I. INTRODUCCIÓN

La redes celulares de nueva generación ofrecerán servicios
de comunicaciones hápticas, internet táctil, realidad extendida,
o transporte inteligente, entre otros, a consumidores particula-
res e industrias verticales. Para ello, el uso de nuevas bandas de
frecuencias y modulaciones se combinará con funcionalidades
como la computación de borde, la red de accceso radio (Radio
Acess Network, RAN) abierta, y la segmentación de red, siendo
esta última clave para garantizar los diversos y exigentes
requisitos de rendimiento de los servicios 5G y 6G [1].

La segmentación de red o Network Slicing (NS) permite la
operación simultánea de varias redes lógicas independientes
denominadas segmentos o slices sobre una misma infraes-
tructura fı́sica [2]. El reparto de los recursos de una red
entre los segmentos que operan sobre ella debe garantizar el
cumplimiento de los acuerdos de nivel de servicio (Service
Level Agreements, SLAs) alcanzados entre el operador y los
arrendatarios o tenants. Dicha tarea es especialmente crı́tica
en la RAN debido a la naturaleza limitada del espectro.
Además, cambios temporales en la distribución espacial del
tráfico de un segmento pueden ocasionar violaciones del
SLA en zonas localizadas. Estos problemas pueden resolverse
mediante el aprovisionamiento dinámico de recursos radio [3].
Sin embargo, la redistribución del espectro puede degradar el
rendimiento de otros segmentos y/o provocar un uso ineficiente
de los recursos radio. Como alternativa, se puede enviar tráfico
del segmento problemático desde las celdas congestionadas a
otras adyacentes infrautilizadas, dejando el redimensionado de
segmentos para casos extremos en los que el reparto óptimo
del tráfico entre celdas no garantice el cumplimiento del SLA.

En la literatura, el reparto de tráfico en RANs heredadas
se suele abordar optimizando las funciones de red (Network
Functions, NFs) relacionadas con la movilidad (balance de
carga por movilidad o Mobility Load Balancing, MLB). Una
estrategia habitual es ajustar el margen de traspaso (HandOver
Margin, HOM) por adyacencia, ya que este parámetro lógico
se puede modificar instantáneamente sin coste. En las primeras
contribuciones de MLB, el ajuste de HOMs lo realizaban
controladores heurı́sticos guiados por indicadores basados en
el rendimiento de la red [4], que posteriormente se sustituyeron
por métricas de satisfacción del usuario [5]. Este enfoque se
ha extendido para realizar MLB en redes con NS, mostrando
el beneficio de un ajuste de HOMs especı́fico por segmento
para mejorar el cumplimiento de los SLAs [6].

Los controladores heurı́sticos se rigen por polı́ticas deri-
vadas del conocimiento de expertos radio. Sin embargo, la
diversidad de las redes móviles actuales complican extraordi-
nariamente la búsqueda de la polı́tica óptima para cada escena-
rio concreto. Para solventar esta limitación, en contribuciones
más recuentes, la polı́tica de MLB se infiere automáticamente
empleando aprendizaje por refuerzo profundo (Deep Reinfor-
cement Learning, DRL) sobre la información recopilada en el
sistema de soporte a operaciones de la red [7]. En las redes con
NS, esta opción permite encontrar la polı́tica de optimización
óptima para las NFs para cada segmento que opera sobre una
red. En [8], este enfoque se usó para abordar caso de uso de
optimización de la movilidad por segmento. Sin embargo, aún
no se ha propuesto ninguna estrategia de MLB para redes con
NS basada en DRL.

Este trabajo propone el primer algoritmo de reparto de
tráfico en redes con NS basado en DRL. El algoritmo entrena
un agente de Q-learning basado en redes neuronales (deep
Q-Network, DQN) doble para cada segmento, que ajusta
los HOMs por adyacencia con el objetivo de aumentar el
cumplimiento de SLA. La validación se lleva a cabo en un
simulador que emula la actividad de una RAN en la que operan
segmentos que sirven tráfico con distintos requisitos de caudal,
latencia y fiabilidad.

El resto del documento se estructura como sigue. La sec-
ción II presenta el DQN doble. La sección III describe la
estrategia de MLB propuesta, que es validada en la sección IV.
Finalmente, la sección V resume las principales conclusiones.

II. DQN DOBLE

El aprendizaje por refuerzo (Reinforcement Learning, RL)
es un tipo de aprendizaje automático en el que un agente
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realiza acciones en un entorno con el objetivo de maximizar
una recompensa acumulativa. En cada instante C en el que el
entorno se encuentra en el estado BC ∈ S, un agente toma una
acción 0C ∈ A de acuerdo a la polı́tica cC (BC , 0C ), por la que
recibe una recompensa AC y conmuta a un nuevo estado BC+1.

DQN es una técnica de RL off-policy en la que el agente
busca encontrar una polı́tica óptima c∗ : S → A que
maximice la recompensa futura acumulativa descontada, �'C ,

�'C =

∞∑
:=0

W:'(BC+: , 0C+: ) , (1)

donde W es un factor de descuento con valor entre 0 y 1 que
pondera la importancia de las recompensas futuras. Para ello,
en cada instante, la polı́tica c∗ ejecuta la acción que maximiza
una función acción-valor óptima &∗ (S,A). El valor & para
una polı́tica, estado y acción determinados, & c (BC , 0C ), se
puede expresar recursivamente con la ecuación de Bellman [9]

& c (BC , 0C ) = '(BC , 0C ) + Wmax
0

& c (BC+1, 0C+1) . (2)

El DQN clásico utiliza una red neuronal (Artificial Neural
Network, ANN) para aproximar la función &. Para evitar so-
brestimar los valores &, el DQN doble desacopla la selección
de acciones y la evaluación de la polı́tica. La ANN de polı́tica,
con pesos \% , evalúa cC para seleccionar la mejor acción
(actual o futura), mientras que la ANN objetivo, con pesos \) ,
estima el valor & para la mejor accción futura en el segundo
término de (2) [9]. En la práctica, la ANN de polı́tica se
entrena con experiencias 4C = {BC , 0C , AC , BC+1} almacenadas en
una memoria, y la ANN objetivo es una copia desactualizada
de la ANN de polı́tica.

Durante el aprendizaje, una polı́tica n-voraz controla la
probabilidad de seleccionar una acción aleatoria o aprendida.
En la fase de exploración, siempre se toman acciones aleatorias
(n=1). Tras ello, en la fase de entrenamiento del agente, se
toman acciones aprendidas con probabilidad 1 − n , donde n
decrece con el tiempo, y aleatorias en caso contrario. En la fase
de explotación (n = 0), solo se ejecutan acciones aprendidas.

III. ESTRATEGIA DE MLB

Esta sección presenta el algoritmo de MLB propuesto, que
busca mejorar el cumplimiento de SLA en redes B5G con NS.

Considere una red celular en la que operan un conjunto K
de #: segmentos. La RAN consta de #2 celdas que trabajan
a la misma frecuencia. Cada celda puede servir a usuarios de
cualquier segmentos usando el conjunto de PRBs asignados en
exclusiva a dicho segmento. Las NFs de movilidad se persona-
lizan por segmento. Como es tı́pico en las redes comerciales,
el traspaso de un usuario D desde su celda servidora 8 a una
celda vecina 9 lo activa el evento A3 basado en la señal piloto
recibida Reference Signal Received Power, RSRP), es decir,

'('%D ( 9) ≥ '('%D (8) + �$" (8, 9 , :D) , (3)

donde '('%D (8) y '('%D ( 9) son los niveles de RSRP
recibidos por el usuario D de las celdas servidora 8 y vecina 9 ,
respectivamente, y �$" (8, 9 , :D) es el HOM en la adyacencia
(8, 9) para los usuario del segmento :D al que pertenece D.

Inicialmente, �$" (8, 9 , :)=3 dB ∀: ∈ K. A continuación,
este parámetro se ajusta automáticamente en las #= adyacencia
más relevantes de cada celda de forma especı́fica por seg-
mento. Para ello, en cada segmento se emplea un controlador
basado en un agente de DQN doble. Dicho agente queda
descrito por su estado, acciones, recompensa y ANN:

Estado: Para la experiencia 4C almacenada en el entorno
(8, 9 , :), el estado expresa la diferencia de rendimiento entre
las celdas 8 y 9 para los siguientes indicadores de rendimiento
(Key Performance Indicators, KPIs):

1) %'�D: ratio de utilización de los PRBs asignados al
segmento : .

2) %'� 5 : número medio de PRBs asignados al segmento :
que quedan libres.

3) #*� : número medio de usuarios activos del segmento : .
4) (!�@: nivel de cumplimiento del SLA para cada KPI @

de los #@ KPIs recogidos en el SLA del segmento : .
Matemáticamente, el estado es BC = ?C ( 9) − ?C (8) ∀ ? ∈
{#*� , %'�D , %'� 5 , (!�1, ..., (!�#@) }. Estos atributos se
calculan a partir de contadores de rendimiento y parámetros
de configuración almacenados en los equipos radio actuales.

Acciones: El agente modifica el HOM de manera incremen-
tal, con A = {0,±6} dB.

Recompensa: En cada adyacencia (8, 9), el agente del
segmento : busca tomar la acción que suponga una mayor
mejora del cumplimiento de su SLA en las celdas 8 y 9 a largo
plazo. Para ello, la función de recompensa se define como

AC = 2
f(Δ(!�) �C (8, 9 , :)) · f(Δ(!�!'C (8, 9 , :))
f(Δ(!�) �C (8, 9 , :)) + f(Δ(!�!'C (8, 9 , :))

. (4)

donde Δ(!�?C (8, 9 , :) es el incremento medio en el cumpli-
miento del SLA en términos del KPI ? debido a la acción
0C para los #D (8, 9 , :) usuarios pertenecientes al segmento :

servidos por las celdas 8 o 9 , y f denota la función sigmoide
f(G) = 1

1+4−20G . Δ(!�?C (8, 9 , :) se calcula como

Δ(!�
?
C (8, 9 , :) =

#D (8, 9 ,:)∑
D=1

(!�
?

C+1 (D) − (!�
?
C (D) . (5)

Para el usuario D, (!�?C (D) se define como

(!�
?
C (D) = min

(
?D (C)
?
C6C

:

, (!�<0G

)
, (6)

donde ?D (C) es el rendimiento del KPI ? para el usuario D

en el instante C, ?C6C
:

es el rendimiento objetivo para el KPI
? en el SLA del segmento : al que pertenece el usuario D,
y (!�<0G es un valor máximo de cumplimiento de SLA que
evita que los usuarios con un buen rendimiento dominen el
cálculo de Δ(!�?C (8, 9 , :).
AC se define en el rango [0, 1]. Valores superiores/inferiores a

0.5 implican un impacto positivo/negativo de la acción 0C en el
SLA de la adyacencia, respectivamente. AC se puede calcular
empleando la información contenida en trazas de conexión
radio. Además, se puede entender fácilmente para SLAs que
incluyan cualquier conjunto de indicadores de rendimiento.
Debido a la operación paralelo, el KPI cuyo SLA se cumple
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menos tiene el mayor pero en AC . Del mismo modo, la función
f aumenta la importancia de pequeñas mejoras de SLA.

ANN: El agente implementa un perceptrón multicapa con
#@+4 entradas (BC y 0C ), 1 salida (&(BC , 0C )) y 2 capas ocultas
con 3 neuronas por capa. La función de activación en las capas
ocultas es tangente hiperbólica, y en la capa de salida es lineal.

IV. EVALUACIÓN DEL RENDIMIENTO

Esta sección describe la validación del algoritmo de MLB
mediante simulación. Por claridad, primero se presenta el
escenario, luego se describe la metodologı́a de análisis, y
finalmente se exponen los resultados.

A. Escenario

La validación se realiza empleando un simulador dinámico
de nivel de sistema. La herramienta emula la actividad de una
RAN 5G con NS ubicada en un escenario realista compuesto
por 108 macro celdas que trabajan a 2.1 GHz con un ancho
de banda de 10 MHz. Para implementar el NS, se otorga a
cada segmento el uso exclusivo de un conjunto especı́fico
de PRBs, que cambia en cada celda según la distribución
espacial de tráfico y los requisitos de caudal o throughput
()�) y compromiso latencia-fiabilidad (!�) recogidos en el
SLA de cada segmento. Para una descripción más detallada
de la herramienta, se refiere al lector [6].

En la red, operan 3 segmentos denominados SeMBB, SuRLLC
y SuLBC. SeMBB ofrece servicios de video en directo (VIDEO)
y descarga de ficheros (FTP), que requieren un alto )�

(1 Mbps), y un !' muy laxo (1 s para el 90 % de los pa-
quetes). SuRLLC ofrece el servicio de aparcamiento autónomo
(Automated Valet Parking, AVP), con bajo )� (16 kbps) pero
altos requisitos de !' (10 ms para el 99.9 % de los paquetes).
Por último, SuLBC cursa tráfico de comunicaciones hápticas
(HAPTIC), con un )� medio (400 kbps) y los mismos
requisitos de !' que SuRLLC.

B. Metodologı́a experimental

En el escenario descrito, se ejecutan 4 simulaciones de 10
minutos de actividad de la red emulada con una resolución
temporal de 10 ms. En 3 de las simulaciones, se realiza un
reparto de tráfico especı́fico por segmento empleando distintas
estrategias de MLB que difieren en el tipo de controlador (ba-
sado en reglas o en DRL) y/o de polı́tica (común o especı́fica
por segmento). La primera estrategia es el algoritmo de MLB
propuesto en [6], que modifica los HOMs de forma especı́fica
por segmento empleando una polı́tica común basada en reglas,
cuyo objetivo es balancear el cumplimiento de SLA entre
celdas vecinas. La segunda estrategia, denominada DRL g,
consiste en entrenar un agente de DRL idéntico al descrito en
la sección III. Este agente emplea las experiencias recopiladas
en todas las adyacencias y segmentos para encontrar una una
única polı́tica de optimización, que luego se explota de forma
separada en cada segmento. La tercera estrategia, denominada
DRL s, es la solución propuesta en este trabajo, en la que se
entrena un agente de DRL por cada segmento, que aprende
la mejor polı́tica de MLB para ese segmento. En la cuarta
simulación, denominada base, no se realiza reparto de tráfico.

En todas las simulaciones, el Intervalo de Acción (IA) del
MLB es de 4 s. Esto permite que, en las técnicas basadas
en DRL, la recompensa refleje cambios de SLA debidos a la
acción tomada, y no a fluctuaciones de tráfico. Además, el
MLB se ejecuta solo en las 5 adyacencias más relevantes de
cada celda, con un total de 343 adyacencias optimizadas en
la red. Para evitar modificaciones del área de celda demasiado
bruscas o recompensas engañosas debidas a la toma simultánea
de acciones en entornos cercanos, estas adyacencias se dividen
en 10 grupos, de manera que un grupo solo contiene adyacen-
cias con celdas distintas. En cada IA, el MLB opera un solo
conjunto de adyacencias para todos los segmentos. De este
modo, un lazo completo de optimización tiene una duración
de 4·10=40 s.

Para los métodos DRL g y DRL s, los agentes exploran
durante 6 lazos, y se entrenan durante 2 lazos (es decir,
n = 1

2·10 =0.05). La memoria se implementa como un búfer
circular con 3 GB de capacidad, que permite almacenar 30.000
experiencias. Al calcular el valor &(BC , 0C ), se toma W=0.05.
Ası́, se da mayor peso a la recompensa inmediata (si la red
cambia, el posible impacto de las acciones futuras no es
importante para elegir la acción actual). En la fase de entre-
namiento, cada ANN de polı́tica de reentrena cada 2 IAs con
un optimizador de momento adaptativo que busca minimizar
la raı́z cuadrada del error cuadrático medio. Cada lote o batch
contiene 128 experiencias incorreladas temporalmente. Para
evitar sobreajuste, se evalúa una condición de parada sobre los
datos de validación (20 % de muestras). Las ANNs objetivo
se actualizan cada 4 IAs. Se toma (!�<0G=1.2.

Para evitar que la red opere en zonas no seguras, el rango
de HOMs posibles se establece en [−6, 9] dB. Ası́, en cada
adyacencia, el valor del �$" (8, 9 , :) en cada instante deter-
mina el conjunto de acciones candidatas. Además, para evitar
traspasos ping-pong, se crea un área de histéresis forzando que
�$" (8, 9 , :) + �$" ( 9 , 8, :)=6 dB.

La principal cifra de mérito es el nivel de cumplimiento
global de SLA en términos de )� y !', (!�6;>10;

(!�6;>10; =
1
#D

∑
D

(!�D [%] , (7)

donde #D es el número de usuarios en el escenario y (!�(D)
refleja el cumplimiento del SLA para el usuario D, calculado
como en (6). También se analiza el nivel de cumplimiento de
SLA por servicio.

C. Resultados

La Fig. 1 muestra la evolución temporal del (!�6;>10; a
lo largo del proceso de optimización para las 3 estrategias de
MLB comparadas. Para una mejor visualización, este indica-
dor se ha normalizado con respecto al caso base ((!�=>A<

6;>10;
).

Las lı́neas verticales indican el fin de las fases de exploración
y entrenamiento de los algoritmos DRL g y DRL s. El hecho
de que todos obtengan valores de (!�=>A<

6;>10;
superiores a 1

al final del proceso de optimización confirma que realizar un
reparto de tráfico personalizado por segmento ayuda a mejorar
el rendimiento de la red, independientemente del controlador
empleado. El algoritmo basado en reglas consigue mejorar el
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Fig. 1: Evolución del cumplimiento del SLA global.

TABLA I: Rendimiento final de estrategias de MLB.

FoM Base Reglas DRL g DRL s

(!�6;>10; [ %] 56.57 58.47 65.92 67.72
(!��) % [ %] 22.14 27.67 44.11 50.39
(!�+ ���$ [ %] 50.61 54.41 68.91 72.37
(!��+ % [ %] 62.76 63.43 64.75 65.72
(!���%) �� [ %] 74.10 74.43 75.43 76.68

SLA desde el comienzo del proceso de optimización (IA=0).
Sin embargo, en el caso de DRL G y DRL s, las acciones
aleatorias llevadas a cabo durante la exploración de los agentes
degradan ligeramente el cumplimiento de SLA en la red du-
rante los primeros lazos de optimización ((!�=>A<

6;>10;
≈ 0,98)

Este efecto indeseado podrı́a sufragarse entrenando dichos
agentes con experiencias obtenidas en un gemelo digital (p.
ej., el simulador usado en este trabajo). Pese a esta ligera
degradación inicial del SLA, en la fase de explotación, ambos
algoritmos mejoran el rendimiento de la estrategia basada en
reglas.

Para un análisis más detallado, la tabla I compara el
porcentaje de usuarios total y por servicio para los que se
cumple el SLA al final del proceso de optimización. Se observa
que el reparto de tráfico realizado por las 3 estrategias de MLB
mejora el SLA no solo de manera global, sino en todos los
segmentos y servicios. El segmento más beneficiado es (4"��
(FTP y VIDEO), con ganancias superiores al 20 % en términos
absolutos cuando se aplica DRL s (p. ej., 50.61 % frente
a 68.91 % para VIDEO). Los algoritmos basados en DRL
mejoran el desempeño del algoritmo basado en reglas para
todos los servicios, confirmando el potencial de los agentes
de DQN doble para encontrar automáticamente polı́ticas de
reparto de tráfico efectivas. Tal y como anticipaba la Fig. 1, la
mejor estrategia es DRL s, que obtiene una mejora absoluta
del 11.15 % a nivel global. Estos resultados revelan que, para
un tipo de controlador determinado, la polı́tica de reparto de
tráfico óptima depende de las caracterı́sticas de cada segmento
(tipo de servicio, algoritmos de gestión de recursos radio, etc.).

V. CONCLUSIONES

Este trabajo ha presentado el primer algoritmo de MLB
basado en DRL para mejorar el nivel de cumplimiento de
SLA en redes B5G con NS. El método, basado en el uso
de un agente de DQN doble para cada segmento, se ha
comparado con otras soluciones que difieren en el tipo de
controlador (basado en reglas o en DRL) y de polı́tica (global
o especı́fica por segmento). Los experimentos se han realizado
en un simulador dinámico de nivel de sistema que emula la
actividad de una RAN realista donde 3 segmentos ofrecen
servicios de reproducción de vı́deo en directo, descarga de
archivos, aparcamiento autónomo y comunicaciones hápticas.

Los resultados han mostrado la capacidad de los agentes
de DQN doble para encontrar de manera automática una
mejor polı́tica de reparto de tráfico que la solución basada
en reglas propuesto en [6]. Igualmente, se han demostrado
los beneficios de entrenar un agente especı́fico para cada
segmento, capaz de aprender una polı́tica de MLB adaptada
a sus caracterı́sticas de tráfico, requisitos de rendimiento y
funciones de red. No obstante, las soluciones basadas en DRL
pueden empeorar ligeramente el rendimiento de la red durante
la fase de exploración. Para evitar este indeseado efecto, el se
puede entrenar empleando un gemelo digital.

La solución propuesta se ha concebido para entrenarse en
una entidad central (p. ej., en el controlador inteligente de una
RAN abierta), y luego explotarse de forma distribuida. Como
lı́nea futura, se propone el uso de aprendizaje federado para
realizar un entrenamiento distribuido, disminuyendo el flujo
de datos entre los equipos radio.
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