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Resumen—Densification of the radio access network is key
for a fast and efficient deployment of beyond 5G cellular
networks. This technique consists of adding small cells in areas
where classical macrocells have coverage problems or where
there is a high user density leading to capacity issues. During
deployment, the coordination and relationship between these new
cells must be managed efficiently. With the current advances
in artificial intelligence for network management, this task can
be automated through supervised learning. This paper proposes
an automatic method to automatically estimate neighborhood
relationships between cells during deployments relying on deep
neural networks. Model has been performed using a dataset
extracted from a real LTE network. Results show that the
proposed method is able to define adjacency lists similarly to
the strategy used by the operator, while detecting both missing
adjacencies and unnecessary adjacencies.

I. INTRODUCCION

La transformacion de las industrias en la nueva era digital
se ha visto potenciada por la integracién de nuevos servicios
y dispositivos en el paradigma tecnologico actual. Dentro
de este avance, las tecnologias de comunicacion moévil 5G
junto a las redes de proxima generacion (Next Generation
Network, NGN) han sido las que han sentado las bases de
nuevos retos de desarrollo. Este avance ha provocado un
crecimiento exponencial en las redes de los operadores. Esto
se debe tanto a los requisitos de conectividad ultrarrapida y
fiable por los diferentes servicios como por la velocidad y
eficiencia en el despliegue de la infraestructura 5G. En el
despliegue de infraestructuras se estan desarrollando técnicas
de virtualizacion de red [1], y la densificacion de la red de
acceso radio (Radio Acess Network, RAN) a través de la
inclusion de nuevos tipos de nodos/estaciones base (estaciones
base aéreas, celdas pequefias, etc.) que aumentan la capacidad
en zonas con alta densidad de usuarios. Estas estaciones se
denominan celdas pequefias y permiten mejorar la cobertura
y proporcionar ancho de banda adicional en areas donde las
estaciones base tradicionales (macroceldas) tienen dificultades
de operacion.

La densificacion de la RAN se traduce directamente en
mejoras de caudal de datos y latencia para los usuarios
finales. No obstante, esta diversidad de estaciones base en
las redes moviles, hace que la gestion eficaz de las mismas
sea una tarea extremadamente compleja. En la release 8 de
3GPP [2], se definio la funcionalidad de gestion automatica
de las relaciones de vecindad (Automatic Neighbour Relation,
ANR) que permite la definicion autbnoma de una lista de
posibles celdas vecinas basadas en la calidad de sefial y

capacidad. Esto permitia reducir la carga de trabajo manual
de los ingenieros de radio encargados de definir dicha lista de
relaciones basandose en distancias o areas de servicio y, de la
optimizacion de esta mediante el ajuste de parametros [3],
como los margenes de traspaso entre celdas. En el actual
ecosistema de multiples tecnologias moviles (i.e. 4G y 5G)
ANR puede tardar en adaptarse a estos cambios, donde el
despliegue de nuevas celdas o la movilidad de estas (i.e.
estaciones base aéreas) pueden modificar la topologia de la
red de acceso radio frecuentemente.

En las NGNs, se ha propuesto un nuevo paradigma de
gestion de redes y servicios sin intervencion (Zero-Touch
networks and Service Management, ZSM) [4] donde se dota
de inteligencia a la red automatizando completamente las
tareas de gestion de red y evitando asi, los errores de na-
turaleza humana. En las soluciones ZSM relacionadas con la
planificacion y estructuracion de la RAN la tendencia actual
es desarrollar algoritmos de inteligencia artificial basados en
datos recopilados por la propia red. Este enfoque ha mejorado
a técnicas clasicas de optimizacion para resolver problemas de
estructuracion de estaciones base en nube [1], la segmentacion
de red o incluso a nivel de coordinacion de interferencia
radio.Sin embargo, desde el punto de vista de los autores,
no se ha abordado la asignacion automatica de celdas vecinas
durante el despliegue de nuevas celdas mediante el uso de
algoritmos complejos de inteligencia artificial.

En este trabajo se propone una metodologia alternativa al
uso de ANR para la definicion de relaciones de vecindad en
despliegues de celdas (macroceldas y celdas pequefias). Dicha
tarea se ha formulado como un problema de estimacion de
adyacencias de un grafo y resuelto mediante un clasificador
binario supervisado, basado en una red neuronal profunda. El
método se valida en una red heterogénea LTE comparandose
con el algoritmo empleado propuesto por el operador (i.e.
ANR).

El resto del articulo se estructura de la siguiente forma. La
Seccibn Il presenta la metodologia propuesta para solventar
el problema de estimacion de adyacencias mediante grafos
de red. La Seccion |1l detalla la evaluacion del rendimiento
del modelo. Por ltimo, la Seccion IV resume las principales
conclusiones del mismo.

II. METODO DE ESTIMACION DE ADYACENCIAS

La estructuracion o planificacion de una red de acceso radio
movil se puede modelar matematicamente como un grafo
dirigido, donde los vértices presentan los elementos de red



(i.e. estaciones base) y las aristas, las relaciones entre ellos.
Ademas los pesos de un vértice, representan las propiedades
0 caracteristicas del mismo, mientras que los pesos de arista,
presentan la relacion entre cada par de celdas (distancia entre
emplazamientos, niveles de interferencia, traspasos, etc.). Con
la ayuda de esta representacion grafica, se pueden extraer
facilmente las caracteristicas necesarias generar un juego de
datos consistente con el que alimentar los algoritmos de
inteligencia artificial.

En este apartado se presenta el procedimiento para llevar
a cabo este analisis de datos. EI método se resume en cuatro
pasos: recogida de datos de la red, preprocesado y etiquetado
de datos, construccion del modelo y evaluacion del mismo.
El modelo resultante, una vez afinado, se utilizara en fase de
explotacion para clasificar nuevos despliegues a medida que
se recopilen nuevos datos.

A. Recogida de datos

El conjunto de datos necesario es extraido desde el archivo
de configuracion de la red (Configuration Management, CM),
que posee informacion relevante de cada una de las celdas de
la red. En la fase de recogida de datos, se han extraido las
siguientes propiedasdes a nivel de celda:

1. Identificador de celda y emplazamiento: para identificar

univocamente a cada elemento de la red.

2. Lista de vecinas: definidas mediante el método ANR
del operador y refinadas con sus protocolos de gestion,
junto a la distancia entre los emplazamientos (Inter-Site
Distance, 1SD).

3. Informacion de posicionamiento de los elementos de
red: puntos de latitud, longitud y altitud de los empla-
zamientos.

4. Interior o exterior: informacion de la naturaleza de la
celda (i.e. macrocelda o celda pequefia).

5. Informacion de frecuencias: de portadora, central ope-
rativa la celda en comunicacion de subida y bajada,
bandas de trabajo, etc.

6. Informacion de apuntamiento de la antena: inclinacion
digital, ancho del haz horizontal, alcance de la misma,
etc.

De esta forma cada observacion del conjunto de datos pre-
senta un total de 26 caracteristicas distintas entre caracteristi-
cas de las celda fuente y destino junto a las caracteristicas de
arista que las relaciona.

B. Preprocesado de los datos y etiquetado de las muestras

Durante la creacion del juego de datos, para cada celda de
la red, se crean tantos puntos de datos como vecinas haya
establecidas en la lista creada con el ANR y, que posean
informacion en el fichero CM. Asi, para entrenar el modelo,
se consideran como etiquetas reales las adyacencias definidas
por el operador en una red (i.e. mediante ANR). Por lo tanto,
en principio, el nmero de muestras con etiqueta "1’ del juego
de datos corresponden a adyacencias definidas por el ANR
cuyas celdas estan contenidas en para el archivo de CM. Las
muestras con etiqueta ’0’ se generan creando adyacencias no
definidas, evitando asi el sesgo del modelo en el aprendizaje.
Para ello, se toma la lista de celdas vecinas definidas y se
obtienen las métricas de ISD medio y maximo para cada
celda operativa. Tras esto, solo aquellas adyacencias que se

TABLA I: Arquitectura y parametros de los distintos modelos

Modelo NUmero de NUmero de Nﬂmero de
capas ocultas neuronas parametros
Simple 1 3 85
Intermedio 2 16-4 505
Preciso 2 128-32 7.617

encuentren a una menor distancia que el ISD maximo de la
celda son etiquetadas como candidatas. Por @ltimo, se elige
de forma aleatoria entre estas candidatas, respetando siempre
que el nimero de adyacencias definidas y no definidas sea
similar, obteniendo un juego de datos balanceado.

C. Construccion del modelo

Para este problema, se utiliza la arquitectura del perceptron
multicapa. Tras la creacion, se realiza un barrido en el espacio
de soluciones para seleccionar aquella combinacién de hiper-
parametros que maximiza la exactitud y precision (definidos
a continuacion) sobre el conjunto de datos de entrenamiento.
Durante este proceso, tres modelos distintos son propuestos
atendiendo a su complejidad computacional y su eficiencia en
los resultados. A continuacion, para ilustrar la configuracion
de los algoritmos, la Tabla | presenta la arquitectura de los
tres modelos expresada con el nimero de capas intermedias
y el nimero de neuronas de cada una de ellas, asi como el
nimero de parametros entrenables que posee cada uno.

D. Evaluacion del modelo

El rendimiento del modelo se eval(a analizando la matriz
de confusion para el conjunto de datos de prueba. De esta, se
extraen tres métricas [5], a saber, la exactitud, la precision y
la exhaustividad. La exactitud (Fxa) se calcula como

VP+VN

FExa =100 1
o FP+VP+FN+VN’ @)
donde V/F representan los valores de verdadero y falso,
respectivamente, y P/N positivo y negativo (es decir, ad-
yacencia real o creada) respectivamente. Asi, la exactitud
determina la tasa de éxito de acierto global del modelo.
En este trabajo, dicho indicador representa el porcentaje de
adyacencias clasificadas correctamente por los modelos. La

precision (Prec) se calcula como

vpP
P =100 ————— 2
ree FP1VP’ @)
midiendo el porcentaje adyacencias definidas estimadas el
modelo que deben ser realmente definidas. Por Gltimo, la
exhaustividad se calcula como

VP
Exh =100 ——— 3
v FN+VP’ @)
representa el porcentaje de adyacencias existentes en la red

que han sido definidas por el modelo.

I1l. EVALUACION DEL RENDIMIENTO

En esta seccion se presenta la evaluacion y validacion del
modelo propuesto sobre un juego de datos extraidos de una
red LTE real. Para una mayor claridad, en primer lugar se
presenta la metodologia experimental y, a continuacion, se
detallan los resultados obtenidos de la misma.



A.  Metodologia experimental

El método se ha evaluado usando un juego de datos recopi-
lado en una red LTE que comprende un total de 39.563 celdas
repartidas en un total de 5.238 emplazamientos desplegados a
lo largo de un pais. Durante el proceso de creacion del grafo
de red, tal y como se expone en la Seccion 11-B, se extraen
un total de 1.393.029 adyacencias (afiadiendo 464.960 adya-
cencias de las celdas situadas en el mismo emplazamiento).
Para evitar modelos sesgados incapaces de identificar futuras
adyacencias de forma correcta, se crean un total de 1.289.763
adyacencias para balancear el juego de datos. Tras esto, se
reservan un total de 38.036 nodos aislados para el juego de
datos de entrenamiento y 1.500 para el juego de prueba. De
esta forma, se obtienen 2.469.103 y 207.689 adyacencias para
el juego de datos de entrenamiento y prueba, respectivamente.

El grafo de red considera las siguientes caracteristicas de
nodo para cada par de celda origen (i.e. celda nueva) y
destino (i.e. candidata a vecina) y de arista (adyacencia entre
ellas), como entrada del modelo propuesto:

= Caracteristicas de veértice:

» Bandas de frecuencia, portadora y de operacion:
informacion sobre la utilizacion del espectro de la
celda y su modo de trabajo.

« Potencia maxima de transmision configurada en la
celda.

* Interior o exterior: indicador booleano que indica la
naturaleza de la celda.

« Rango de celda: definido por el operador.

« Estadisticos sobre la distancia entre celdas: 1ISD me-
dio y maximo de la lista de celdas vecinas definidas
en las celdas existentes. Con esto se determina si
un nuevo despliegue (celda origen), se encuentra
dentro del rango de distancia aceptable atendiendo
a la configuracion previa.

= Caracteristicas de arista:

« Distancia entre emplazamientos de red (ISD): indi-
ca la distancia fisica entre los emplazamientos en
los que se encuentran las celdas origen y destino.
Calculado mediante la fomula de Haversine.

« Indicador booleano que indica si la celda de origen
y destino de la adyacencia estan en la misma banda.

* Indicador booleano que indica si la celda de origen
y destino de la adyacencia poseen el mismo nimero
absoluto de canal de radiofrecuencia (EARFCN),
tanto para subida como para bajada.

e Grado de apuntamiento las celdas origen y des-
tino (es decir, 100 % significa que las antenas de
las celdas de origen y destino apuntan la una a la
otra, mientras que 0% indica que se encuentran en
sentidos opuestos).

« Angulo de captura (In Capture Angle, ICA), indican-
do el grado en el que una celda destino esta dentro
del rango captura de la celda origen (es decir, 100 %
significa que la celda objetivo cae dentro del angulo
de captura de la antena servidora).

Para entrenar correctamente el modelo, las caracteristicas
continuas se han normalizado mientras que las discretas se
codifican mediante una codificacion en caliente.

0.050 A —— Training losses
Validation losses

0.045

0.040 -

0.035 A

0.030 -

Como funcion de perdidas se usa la entropia cruzada
binaria, ampliamente utilizada en los problemas de clasi-
ficacion. El algoritmo de optimizacion elegido ha sido la
estimacion adaptativa de momentos (Adaptive Moment Esti-
mation, ADAM). Para evitar el sobreajuste del modelo, se ha
incorporado una condicion de parada del entrenamiento. Esta
se activa cuando la funcion de perdidas del juego de datos de
prueba no mejora en un nimero determinado de iteraciones,
en este trabajo se consideran un 10 iteraciones consecutivas
(paciencia).

Como principales cifras de mérito, se presentan las métricas
presentadas en la Seccién 1I-D. Para ello, se toman como
etiquetas reales los datos extraidos de la lista de vecinas del
archivo CM. Finalmente, se lleva a cabo un analisis de expli-
cabilidad valores de Shapley (Shapley Additive exPlanations,
SHAP) [6] sobre el mejor modelo propuesto.

Fig. 1: Curvas de convergencia del modelo.

B. Resultados

La Fig 1 muestra la evolucion de la funcion de perdidas
del modelo intermedio sobre las 50 primeras épocas del
entrenamiento. Se observa que la curva azul (entrenamiento)
decrece durante todo este proceso, seguida por la curva
naranja (validacion). Esto pone de manifiesto que el modelo
converge a lo largo de todo este proceso sin que aparezca
sobreajuste.

Para evaluar la mejor arquitectura de red neuronal, la
Tabla Il presenta las figuras de mérito de los 3 modelos
propuestos. Tras el anlisis, todos los modelos implementados
han mostrado tener un comportamiento coherente en el proble-
ma a solventar. A pesar de esto, el modelo Preciso obtiene los
mejores resultados en las tres métricas propuestas, superando
con un 6,8% y un un 2,9 % a los modelos Simple e Intermedio
en términos de Fxa respectivamente, con un valor de 89.4 %.
En Prec mejora en un 5,3% al modelo Simple y en un 3,9%
al Intermedio, obteniendo la mayor Prec con un 91,4 %. Por
altimo, en términos de Exh mejora al modelo Simple en un
8,3% y al Intermedio un 1,4% con una Exh de 87.8%.
Esto pone de manifiesto el compromiso entre la eficiencia
en los resultados frente al gasto computacional asumible en
cada caso. Un estudio mas profundo (no mostrado aqui por
brevedad) demuestra que un mayor nimero de capas y mayor
nimero de neuronas, no mejoran los resultados obtenidos por



TABLA II: Figuras de mérito de los modelos candidatos.

Modelo Exactitud  Precision  Exhaustividad

Simple 82,6 % 86,1 % 79,5%
Intermedio 86,5 % 87.5% 86,4 %

Preciso 89,4 % 91,4 % 87,8 %

el modelo Preciso.

Por (ltimo, la Fig. 2 presenta un analisis global de la
interpretabilidad del modelo Preciso (i.e. el mejor modelo)
mediante un analisis de valores SHAP [7]. En el eje vertical
se presentan cada una de las caracteristicas utilizadas para
entrenar el modelo ordenadas por tu importancia a la salida.
En el eje horizontal se presenta el valor SHAP, que indica
si una determinada caracteristica condiciona positivamente la
salida del modelo (valores positivos) o negativamente (valores
negativos). El valor de cada caracteristica queda determinado
por la escala de colores (los valores minimos en azul, y los
maximos en rojo). Las caracteristicas mas influyentes son las
basadas en distancia o en frecuencia. Analizando el ISD, se
observa una inferencia positiva a la salida cuando la celda des-
plegada se encuentra geograficamente cercana a una destino
(valores azules), es decir, se maximiza la probabilidad de que
dichas celdas sean vecinas cuando su ISD es bajo. Centrando
el analisis en las caracteristicas basadas en EARFCN, se
muestra como el valor booleano positivo (mismo canal de
operacion) afecta positivamente a la salida y negativamente
en caso contrario. Este funcionamiento es consistente con la
tendencia de los operadores a establecer adyacencias entre
celdas trabajando en las mismas frecuencias de operacion,
facilitando asi el uso de las técnicas de minimizacion de
interferencia o coordinacion.

El hecho de que el método propuesto en este trabajo no
obtenga valores del 100% en las figuras de mérito (i.e. no
replique exactamente el comportamiento del ANR) no debe
verse como una debilidad. Para determinar el rendimiento
real, seria necesario un analisis en profundidad de los falsos
negativos y falsos positivos de la matriz de confusion, es decir,
sobre los casos en los que se difiere con el método ANR. Los
falso negativos se corresponden a celdas vecinas que estan
definidas en el CM pero que no han sido identificadas por los
modelos, por lo que se denominan ”\ecinas innecesarias”.
Por otro lado, los falsos positivos corresponden a celdas
vecinas que no estan definidas en el archivo CM pero que
han sido detectadas por los modelos propuestos denominadas
"Vecinas ausentes”. Una vez analizados estos casos, se podra
determinar la mejora real del algoritmo frente a ANR.

I1V. CONCLUSIONES

En este trabajo se ha presentado un método automatico de
definicion de relaciones de adyacencia entre celdas vecinas
en redes de acceso radio celulares. Este proceso es escalable
a las distintas tecnologias moviles actuales. Para ello, se ha
utilizado una red neuronal profunda para crear un clasificador
capaz de determinar si 2 celdas deben ser vecinas utilizando
caracteristicas extraidas de los archivos de configuracion de
la red.

Los resultados han mostrado que el modelo Preciso con-
sigue una exactitud de 89,4 %, una precision de 91,4% vy
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Fig. 2: Analisis de valores de SHAP.

una exhaustividad de 87,8 % para replicar la asignacion de
vecinas llevada a cabo por el protocolo ANR implementado
por el operador. Ademas el analisis SHAP ha mostrado
reglas de inferencia fundamentales para determinar el correcto
funcionamiento del mismo.

Los trabajos futuros se centraran en: a) analizar en pro-
fundidad los resultados obtenidos por los modelos (a nivel
local y global), b) determinar un modelo que implemente
el refinamiento de relaciones de vecindad para celdas ya
desplegadas vy, c) explorar el rendimiento de algoritmos de
aprendizaje supervisado de mayor complejidad como pueden
ser las redes neuronales de grafos o los autocodificadores
variacionales.
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